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基于BO-BiLSTM-RBF的航空发动机气路故障诊断
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摘要：针对航空发动机气路故障诊断中机器学习算法数据分析能力不足、深度学习算法收敛速度和效果不佳易陷入过拟合的

问题，建立了一种基于贝叶斯算法（BO）优化双向长短时记忆（BiLSTM）网络结合径向基（RBF）神经网络的发动机气路故障诊断模

型。采用BO对BiLSTM网络的初始学习率和L2正则化系数进行寻优，利用优化后的BiLSTM网络对发动机气路数据进行特征提

取，使用RBF神经网络对提取到的抽象特征进行识别分类，开展故障诊断。结果表明：BO-BiLSTM-RBF模型准确率达 95.88%，且

其泛化能力、抗干扰能力和鲁棒性等均优于 BiLSTM-RBF 网络、BiLSTM 网络、支持向量机（SVM）、RBF 神经网络以及反向传播

（BP）神经网络等模型，可有效地诊断发动机的单一或复合故障，为发动机故障诊断提供新的思路和方法。
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Abstract： To address the issues of insufficient data analysis capabilities of machine learning algorithms and poor convergence speed 
and ineffectiveness of deep learning algorithms prone to overfitting in aeroengine gas path fault diagnosis, a gas path fault diagnosis model 
based on bayesian optimization(BO) optimised bidirectional long and short-term memory (BiLSTM) network combined with radial basis 
function (RBF) neural network was established. BO was used to optimise the initial learning rate and L2 regularisation coefficient of the 
BiLSTM network, and the optimised BiLSTM network was employed to extract features from the aeroengine gas path data, and the RBF 
neural network was used to identify and classify the extracted abstract features for fault diagnosis. The results show that the BO-BiLSTM-
RBF model achieves an accuracy rate of 95.88%, and its generalization ability, interference resistance, and robustness outperform models 
such as BiLSTM-RBF network, BiLSTM network, support vector machine (SVM), RBF neural network, and Back Propagation (BP) neural 
network. It can effectively diagnose both single and compound faults in the aeroengine, providing a novel approach for aeroengine fault 
diagnosis.

Key words： fault diagnosis; gas path faults; bidirectional long short-term memory network (BiLSTM); Bayesian optimization (BO); 
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0　引言

航空发动机结构复杂，通常工作在高压、高转速、

宽温域、高振动的复杂工况下，长期服役易产生腐蚀、

疲劳等各种损伤，使其性能降低乃至发生故障失效，

甚至造成严重后果。因此，发动机气路故障诊断技术

对保证发动机可靠性、安全性、测试性、维修性、保障

性和环境适应性，预防飞行事故，减少经济损失等方

面至关重要[1-3]。

发动机故障诊断及状态监控技术的研究一直以

来备受关注。Lee等[4]将卷积神经网络用于轴承故障

诊断，有效提高了轴承故障诊断准确率；Zhang等[5]利
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用深度神经网络对发动机进行故障诊断，具有较好的

准确度和泛化性；Cui 等[6]建立了一种 GSA-SAE 模型

应用于发动机气路故障诊断，其准确率高，收敛速度

快，损失小；Zhao 等[7]提出了一种基于极限学习机和

迁移学习的发动机气路故障诊断方法，算法训练速度

快且性能稳定，能有效地进行故障诊断；Zhong等[8]提

出了一种基于支持向量机和卷积神经网络的迁移学

习方法，并在发动机数据集上进行试验，表明其具有

很强的故障辨识能力；Qu等[9]利用遗传算法优化求解

空间初始权值和阈值的反向传播（Back Propagation，
BP）神经网络进行发动机故障诊断，网络精度高、收

敛速度快；蒋丽英等[10]提出了一种基于主成分分析和

深度置信网络相结合的发动机气路故障诊断方法，并

验证了该方法的有效性。

浅层神经网络和支持向量机（Support Vector 
Machine，SVM）等机器学习方法存在数据分析能力的

不足，深度学习算法当参数选择不当时收敛速度和效

果不佳，容易陷入过拟合，泛化能力差。本文建立了

一种基于 BO-BiLSTM-RBF 的故障诊断模型，采用贝

叶斯优化（Bayesian Optimization，BO）算法对双向长

短 时 记 忆（Bidirectional Long Short-Term Memory，
BiLSTM）网络的初始学习率和 L2正则化系数进行了

优化，并使用优化后的 BiLSTM 网络对发动机监测数

据进行特征提取，得到能够表征数据故障特征且易于

分类的特征向量，然后利用径向基（Radial Basis Func⁃
tion，RBF）神经网络对特征进行故障诊断。

1　发动机气路故障诊断原理

发动机是非线性强的复杂系统，气路故障占发动

机故障的 90%以上[11]。当发动机一旦发生气路故障，

由于零件表面的积垢、腐蚀、磨损、外来物损伤、喷嘴

堵塞、裂纹、密封件损坏等原因，使增压比降低、相似

空气流量减小、涡轮效率降低。发动机故障诊断过程

是发动机故障引起性能衰退的逆过程，即通过读取传

感器中的测量参数，分析发动机性能参数，从而间接

推断发动机的状态，以此实现故障判断。其中，性能

参数的变化可直接反映发动机的实时状况，如果发动

机出现了突发状况，可根据性能参数偏离正常值的程

度来识别发动机是否发生故障[12]。发动机气路故障

诊断原理如图1所示。

根据发动机气路故障诊断的原理得到气路故障

诊断模型为

Y = f (X ) （1）
式中：Y = [ y1,y2,⋯,yn ]为故障诊断模型的输出，yi ( i =
1,2,⋯,n ) 为气路的故障模式；X = [ x1,x2,⋯,xj ]为模型

输入，xj ( j = 1,2,⋯,n ) 为发动机传感器测量参数。

2　基于 BO-BiLSTM-RBF 的发动机气路故

障诊断模型

基于 BO-BiLSTM-RBF 的发动机气路故障诊断

模型如图 2所示。贝叶斯算法优化初始学习率和 L2
正则化系数后的BiLSTM网络利用发动机数据的历史

信息和未来信息，自行删

除无用信息并更新存储信

息，提取有利于分类且鲁

棒性更强的抽象化特征，

用 RBF 替换 BiLSTM 网络

原有的 Softmax 分类器进

行特征分类，从而达到故

障诊断的目的。

2.1　LSTM算法

标准循环神经网络（Recurrent Neural Network，
RNN）对长文本进行学习时难以获取之前的信息，易

出现“梯度消失”或“梯度爆炸”的情况，存在长时依赖

问 题[13]。 长 短 时 记 忆（Long Short-Term Memory，
LSTM）网络通过设计门限结构，即当前时刻的输入信

息、遗忘门（Forget Gate）、输入门（Input Gate）和输出

门（Output Gate），克 服 了 RNN 的 缺 陷[14]。 使 用

Sigmoid 函数[15]作为各门的激活函数，其输出范围为

（0，1），用于定义各门是否打开及打开的程度，并赋予

其遗忘或添加信息的能力。LSTM 单元结构如图 3
所示。

从图中可见，细胞状态是 LSTM 网络能否存储或

遗忘信息的关键，Ct - 1 到 Ct 为细胞状态更新信息的

物理故障

·腐蚀或侵蚀
·积垢或结冰
·磨损
·叶片变形或断裂
·密封件疲劳
·外物损伤
·通道面积堵塞
·可调几何位置不
符合控制规律

导致
部件性能衰退

·压气机效率
·压气机流通能力
·高、低压涡轮效率
·高、低压涡轮
导向器面积

·尾喷管面积

测量参数异常

·燃油流量
·各转子转速
·各截面压力
·各截面温度
·空气流量
·推力

产生

诊断定位

故障诊断

实际过程

图1　发动机气路故障诊断原理
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过程。

遗忘门的计算方法为

ft = σ (W f ⋅ [ ht - 1,xt ] + b f )
（2）

式中：W f 为遗忘门权重；b f
为 遗 忘 门 偏 置 ；σ 为

sigmoid函数。

输入门的计算方法为

it = σ (W i ⋅ [ ht - 1,xt ] + b i ) （3）
式中：W i为输入门权重；b i为输入门偏置。

C͂t的计算方法为

C͂t = tanh (WC ⋅ [ ht - 1,xt ] + bC ) （4）
式中：WC 为信息候选值权重；bC 为信息候选值偏置；

tanh为双曲正切函数。

联立式（2）~（4）得Ct的计算方法为

Ct = ft ⋅ Ct - 1 + it ⋅ C͂t （5）
输出门输出的计算方法为

ot = σ (Wo ⋅ [ ht - 1,xt ] + bo ) （6）
式中：Wo为输出门权重；bo为输出门偏置。

最后，当前LSTM单元的输出为

ht = ot ⋅ tanh (Ct ) （7）
2.2　BiLSTM算法

LSTM 神经网络是单向的，可保留历史信息判断

当前状态。每个时刻的输出依赖于过去时刻的输入

值，无法利用未来时刻的信息。而 BiLSTM 神经网络

则可以弥补 LSTM 的缺陷。BiLSTM 单元的主体结构

是由前向 LSTM和后向 LSTM2个单元组成，最终的输

出为这 2 个单向 LSTM 输出的结合。BiLSTM 的双向

结构可同时利用数据的历史和未来信息，将 2个方向

的信息进行互补，从而提高网络的准确度和鲁棒性。

BiLSTM网络结构如图4所示。

从图中可见，BiLSTM 层由 2层方向相反的 LSTM
层组成，联立式（2）~（7），可得 t时刻输出 ht 与输入 xt

和 t - 1时的输出ht - 1的函数，为简便计算过程定义该

函数为

ht = LSTM( xt,ht - 1 ) （8）
由于BILSTM是由前向 LSTM和后向 LSTM构成， 

BILSTM前传层的输出ht为

ht = LSTM( xt,ht - 1 ) （9）
BILSTM的后传层输出ht为

ht = LSTM( xt,ht - 1 ) (10)
BILSTM层在 t时刻的输出 yt为

yt = W
hy

ht + W
hy

ht + by (11)
式中：W

hy
与 W

hy
为前向 LSTM 和后向 LSTM 的权重；by

为输出层偏置因子。

2.3　RBF神经网络

RBF 神经网络是一种

结构与 BP 神经网络类似

的 3 层前馈神经网络。隐

含层、输出层的激活函数

分别为径向基函数、线性

函数。RBF 神经网络结构

如图5所示。

其输入向量X = [ X1,X2,X3,⋅ ⋅ ⋅,Xn ]T 可直接映射到

隐含层的空间，而输出向量Y = [ Yo1,Yo2,Yo3,⋅ ⋅ ⋅,Yom ]T是

隐含层的线性组合。

若隐含层函数选用高斯函数，则其输出为

fϕ ( X,Y2i ) = G (||X - Y2i||) = exp (- ||X - Y2i||22σ2
i

)（12）
式中：i = (1,2,⋅ ⋅ ⋅,p )；ci、σi 分别为高斯函数的中心、

方差。

隐含层经权值分配后得到输出层

Y = ∑
i = 1

p

pij (w2 )ij = ∑
i = 1

p (w2 )ijG (||X - Y2i||) （13）
式中：i = (1,2,⋅ ⋅ ⋅,p )；j = (1,2,⋅ ⋅ ⋅,m )；(w2 )ij 为连接隐含

层和输出层的权值。

2.4　BO算法

隐含层神经元数目、初始学习率、迭代次数以及

批大小等超参数直接影响神经网络的性能[16]。比如

输入层 LSTM
前传层

LSTM
后传层

全连
接层

Soft-max层 输出层

LSTM LSTM

LSTM LSTM

LSTM LSTM

LSTM LSTM

LSTM LSTM

图4　BiLSTM网络结构
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图5　RBF神经网络结构
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初始学习率过大或过小都会导致收敛效果较差。因

此，对神经网络超参数进行优化是必要的。BO 算法

是一种全局优化算法，利用先验知识高效调节超参

数，并以较少的初始样本点快速寻优，能在较少的评

估次数时取得复杂目标函数的近似解。

BO超参数优化的定义为[17]

x* = arg min f ( x )
x ∈ X

（14）
式中：f（x）为需要优化的目标函数；x为超参数的 1组

设置取值；x*为混合设计空间X中使 f（x）取得全局最

优解的 x。

贝叶斯优化的过程如下[18]。

输入： n0 为初始化点数量；N 为最大迭代次数；

ɡ(x) 为代理模型；α(x|D) 为采集函数。

输出：最优候选评估点：{x*，y*}。
步骤：

1.随机初始化n0个点X init；

2.评估得到 f (Xinit)，初始点集 D0=｛Xinit, f (Xinit)｝，令

t=n0，当前数据集Dt-1=D0；

3.当 t < N 时，执行循环：

（1）基于当前点集Dt-1拟合代理模型 ɡ(x)；
（2）最大化采集函数 α(x|Dt-1)确定下一个评估点

xt=argmin α(x|Dt-1)；
（3）评 估 目 标 函 数 值 f (xt)，更 新 点 集 Dt =

Dt -1U { }xt, f ( )xt ；

（4）令 t=t+1；
4.输出最优候选评估点：{x*，y*}。

2.5　基于BO-BiLSTM-RBF的发动机气路故障诊断模型

基于 BO-BiLSTM-RBF 的发动机气路故障诊断

流程如图6所示。具体步骤如下：

（1）获取发动机气路数据并进行预处理，划分训

练集与测试集。

（2）使用BO算法对BiLSTM网络的初始学习率和

L2正则化系数进行寻优。

（3）输入训练集对模型进行训练，优化并更新网

络模型参数，使其在对测试集进行预测时拥有更好的

效果。然后将BiLSTM网络提取到的数据特征输入到

RBF神经网络，输出故障模式，完成故障诊断。

（4）结果分析，通过准确率、F1 分数等评价指标

来评估模型故障诊断性能。

3　试验与结果分析

3.1　试验数据获取

测量参数的选取对发动机故障诊断至关重要，参

数过多时数据间强耦合性与参数过少时特征映射不

完全都会影响诊断精度。故式（1）中X取主燃油流量

W f、高压转子转速 NH、低压转子转速 NL、风扇出口压

力 P21、风扇出口温度 T21、高压压气机出口压力 P3、高

压压气机出口温度 T3、高压涡轮出口压力 P5、低压涡

轮出口压力 P55、低压涡轮出口温度 T55。本文采用对

涡扇发动机部件级模型进行性能衰退模拟的方法获

取试验所需数据。模拟仿真条件设置高度为7500 m、

Ma=0.75、大气总温为 239.40 K、大气总压为 39.5011 
kPa。分别对高、低压压气机和高、低压涡轮 4个部件

进行故障模拟，得到 4种单故障和 5种复合故障，加上

正常状态共10种模式，1572个样本。

发动机参数传感器所采集的数据在工况、发动机

自身因素及传感器测量误差的综合影响下常伴随噪

声干扰。因此本文对试验数据施加 1%～4% 强度的

高斯白噪声。噪声添加公式为

x = x + K ⋅ σ ⋅ rand ( ) （15）
式中：x为故障类型测量参数变化量矩阵；K为添加噪

声强度百分比；σ 为测量参数变化向量的标准差；

rand ( )为服从正态分布的随机函数。

对测量参数不同量纲的数据归一化

x′ = x - ( x ) min( x ) max - ( x ) min
（16）

式中：x为发动机气路数据；x′为归一化后的数据。

3.2　评价指标

本文采用准确率、精准率、召回率和 F1分数 4类

模型是否
初始化

选择上轮所得最大
采集函数值点集合随机产生初始化点

否（获得
初始化
点个数）

开始

是

训练

高斯过程回归

采集函数

计算最大采集函数值

是否满足最大
迭代次数

是

否

输出最佳
参数组合

航空发动机
气路故障数据

预处理

训练集 测试集

BiLSTM网络模型

优化后的BiLSTM
网络模型

RBF神经网络

故障诊断

结果分析

图6　基于BO-BiLSTM-RBF的发动机气路故障诊断流程
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评价指标对 BO-BiLSTM-RBF 模型进行性能评估。

各评价指标的计算公式为

ì

í

î

ï

ï

ï

ï
ïï
ï

ï

ï

ï

ï

ï

ï

ï
ïï
ï

ï

ï

ï

准确率 = TP + TN
TP + FP + TN + FN

精确率 = TP
TP + FP

召回率 = TP
TP + FN

F1 = 2*TP2*TP + FP + FN

（17）

式中：TP为真正例；FP为假正例；TN为真负例；FN为假

负例。

3.3　仿真试验与结果分析

为探究神经元节点数、BO算法迭代次数、训练集

占比及噪声干扰对 BO-BiLSTM-RBF 模型诊断性能

的影响，分别进行验证分析。由于模型在发动机气路

故障诊断中对诊断结果具有波动性，为证实模型的可

靠性和可信度，试验最终结果均取各模型 10 次重复

试验结果的平均值。

神经网络的隐含层节点数与网络的性能密切相

关，但 BiLSTM 网络的特征提取能力并非与神经元节

点数呈正相关。选取合适的神经元节点数对故障诊

断模型非常关键。为了避免任取神经元节点数造成

模型诊断准确率低、泛化能力差以及训练时间长等问

题，经过反复试验，神经元节点数在 20~60 内既可保

证良好的诊断性能，又能避免训练时间过长，故本文

建立了神经元节点数分别

为 20、30、40、50、60等 5种

模型进行对比试验。为保

证BO算法寻优效果，迭代

次数均设置为 25，训练集

占比为 0.6。不同神经元

节点数的模型诊断准确率

对比如图7所示。

从图中可见，神经元节点数为 30、40、50、60的模

型准确率均在 94% 以上，神经元节点数为 20 时准确

率稍低，故神经元节点数在 30 以上时模型即可取得

较好拟合效果，且 50 个神经元节点的模型准确率达

95.81%，故后续试验均采用50个神经元节点。

BO 算法迭代次数对模型初始学习率和 L2 正则

化系数寻优有直接影响。迭代次数过少，BO 算法难

以找到最佳参数组合；迭代次数过多，寻优时间长，计

算量大，对试验设备要求

较高。为探究 BO 算法不

同迭代次数对模型诊断准

确率的影响，将迭代次数

分别设置为 10、15、20、25、
30 进行对比试验。BO 算

法迭代次数与模型诊断准

确率的关系如图8所示。

从图中可见，随着迭代次数从 15增加到 20，模型

诊断准确率逐渐提高；而迭代次数超过 20后，准确率

基本保持不变。故模型在约 20次迭代时可获得最佳

初始学习率和 L2 正则化系数，此时模型平均准确率

为 95.88%。为兼顾诊断准确率和寻优成本，在后续

试验中的BO算法迭代次数设置为20。
以其中 1 次测试为例，BO 算法寻优过程和最小

目标值计算分别如图 9、10所示。经过 18次迭代寻得

最优超参数组合：初始学习率为 0.0374，L2正则化系

数为 2.5276×10-6，此时模型的诊断准确率达到最优值

为 96.82%。测试集混淆矩阵如图 11 所示，模型对各

故障模式均取得了良好的诊断效果。
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图11　测试集混淆矩阵

估
计

的
目

标
函

数
值 0.7

0.6
0.5
0.4
0.3

L2Regularization
10-5

10-10
InitialLeamRate10-3 10-2 10-1

目标函数模型 观测到的点
模型均值
下一个点
模型最小可行点

图9　BO算法寻优过程
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为探究训练集占比

对模型诊断准确率的影

响，将训练集占比依次设

置为 0.5、0.6、0.7、0.8，并
与 BiLSTM-RBF、BiLSTM
进行对比试验。3种模型

不同训练集占比的诊断

准确率对比试验结果如

图12所示。

从 图 中 可 见 ，BO-
BiLSTM-RBF 模型、BiLSTM-RBF 模型、BiLSTM 模型

的测试集诊断准确率均随训练集占比的增大而增大；

在 4 种不同的训练集占比中，BiLSTM-RBF 模型相较

于BiLSTM模型，其训练集诊断准确率明显提高，接近

100%，但测试集诊断准确率提高较小，其原因是

BiLSTM-RBF模型出现了严重的过拟合，导致模型泛

化能力差；BO-BiLSTM-RBF 模型通过 BO 算法寻优

后获得最佳超参数组合，对于不同训练集占比，其训

练集诊断准确率接近 100%，且测试集诊断准确率均

在95%以上，不仅准确率高，且泛化能力、鲁棒性强。

为验证 BO-BiLSTM-RBF 模型在发动机气路故

障诊断中的优越性，分别采用BiLSTM-RBF、BiLSTM、

SVM、RBF、BP等模型进行对比试验。训练集占比为

0.6，对比模型参数均为默认设置，通过 10次独立试验

分别取得不同模型的准确率、精确率、召回率、F1 分

数的平均值，结果见表1。从表1中可见，BO-BiLSTM-
RBF模型各评价指标均为最优，诊断效果优越。

为验证 BO-BiLSTM-RBF 模型的抗干扰能力，本

文使用相同的数据集在相同的设置下，分别建立了

BiLSTM-RBF、BiLSTM、SVM、RBF 以及 BP 等模型进

行对比试验，设置训练集占比为 0.6，以上几种方法在

不同噪声强度下的准确率如图13所示。

从 图 中 可 见 ，在 不 同 的 噪 声 强 度 下 ，BO-
BiLSTM-RBF 模型的准确率明显大于其他 5 种模型

的，且随噪声强度增大，各

模型的准确率均呈降低趋

势，但 BO-BiLSTM 网络受

噪声影响较小，说明 BO-
BiLSTM-RBF 模型的抗干

扰能力较强。

4　结论

（1）BO-BiLSTM-RBF
模型的神经元节点数为

50、BO算法迭代次数大于 20时在不同的训练集占比

中均可取得很好的诊断效果；

（2）BO-BiLSTM-RBF 模型相较于 BiLSTM-RBF、
BiLSTM、SVM、RBF、BP 等模型在发动机气路故障中

具有绝对优势，且具有良好的泛化能力和抗噪能力，

鲁棒性强，但BO算法寻优需要一定时间。
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